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Oz

Koronaviriis (COVID-19), tiim diinyada ¢ok kisa siirede yayilan
ve éliimciil sonuglari olan bir salgin hastaliktir. Bu tiir bulagici
hastaliklarin insanlara zarar vermeden veya minimum zararla
dogru bir sekilde tespit edilmesi ve gerekli tedavinin erken
siiregte baslatilmasi gerekmektedir. Bu ¢alismada, yapay zekd
ve makine 6grenmesi teknikleri ile farkli akciger tomografisi
goriintiileri icerisinden (COVID-19, viral zatiirre, bakteriyel
zatiirre ve normal) COVID-19 olan goriintiiniin tespit edilmesi
amaglannmigtir.  Bu  baglamda, yapay zekdmin  giincel
tekniklerinden derin  ogrenme  yaklasimlari igerisinden
Evrigimli sinir aglar1 (CNN) ve Derin sinir aglart (DNN) ile
birlikte makine 6grenmesi algoritmast olan K-En Yakin
Komsuluk (KNN) yéntemi kullamilmistir.  Ayrica, CNN
yonteminde farkli optimizasyon ve aktivasyon fonksiyonlari ve
noron sayilarimin kombinasyonlarryla modeller olusturularak
sonuglar test edilmigtir. Béylece, CNN, DNN ve KNN
yontemlerinin goriintii tamima ve siniflandirma konusunda
uygulamadaki potansiyeli gériilmiis ve onerilen modelin
basarisi elde edilen bulgularla ortaya konulmugtur.

Anahtar Kelimeler: Derin Og'renme, Makine Ogrenmesi, CNN,
DNN, KNN, COVID-19, Tomografi, Yapay Zekd

Abstract

Coronavirus (COVID-19) is an epidemic disease that spreads
all over the world in a very short time and has fatal
consequences. Such infectious diseases must be detected
correctly without harming people or with minimal harm, and
the necessary treatment must be initiated early. In this study, it
was aimed to detect the COVID-19 image from different lung
tomography images (COVID-19, viral pneumonia, bacterial
pneumonia and normal) with artificial intelligence and
machine learning techniques. In this context, K-Nearest
Neighborhood (KNN) method, which is a machine learning
algorithm, has been used together with Convolutional Neural
Networks (CNN) and Deep Neural Networks (DNN), which are
among the current techniques of artificial intelligence, deep
learning approaches. In addition, in the CNN method, the
results were tested by creating models with combinations of
different optimization and activation functions and neuron
numbers. Thus, the application potential of CNN, DNN and
KNN methods in image recognition and classification was seen
and the success of the proposed model was demonstrated with
the findings obtained.

Keywords: Deep Learning, Machine Learning, CNN, DNN,
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1. Giris

COVID-19, 2019 yili Aralik ayinda Cin'in Wuhan kentinde
ortaya ¢ikmus, yarasalardan insanlara gegmis, cok kisa zamanda
tiim diinyaya yayilarak pandemiye doniismiis ve bir¢ok tilkenin
saglik sistemini ¢okertmis ciddi bir salgin hastaliktir. Siddetli
akut solunum sendromu COVID-19, bulastigi canlilarda 6nemli
diizeyde solunum yetmezligine sebep olmakta ve hastaligin
ilerlemesi halinde ise 6liimciil sonuglarla karsilagilmaktadir.
Hastaligin en belirgin semptom ve enfeksiyon belirtileri; ates,
kuru 6ksiirtik, bogaz agrisi, bas agrisi, halsizlik, kas agrisi, ishal
ve nefes darlig1 olarak bilinmektedir. Daha ileri durumlarda,
siddetli zatiirreye yol acgarak oksijen farkliligindan kaynakli
akcigerlerde iltihaplanmalara ve ¢oklu organ yetmezligine
neden olmaktadir. Ozellikle bu hastalik, kronik rahatsizliklar:
olanlar, direnci veya bagisiklik sistemi zayif olanlar, sigara
kullananlar ve yaslhlar i¢in ¢ok daha tehlikeli ve yipratici
etkilere sahiptir [1-4].

COVID-19, genellikle viriisii tagtyan kisilerle nefes, el veya
mukoza temasi yolu gibi fiziksel temas ile bulagmaktadir [5].
Hastaligin bulagsmas1 sonrasinda tedavi edilmesinde, genel
olarak antibiyotik, sitma ilaci, ates diisiiriicti, oksiiriik ilact ve
agr1 kesici kullanilmaktadir. Virlise bulagsmig hastanin, hastalik
diizeyine, sikdyetlerine ve ciddiyetine gore hastaneye
yatirilmasi  kararlagtirilmaktadir [3,4]. Diinya genelinde,
COVID-19 viriislii hasta sayist her gecen giin artmaktadir.
ABD, Italya ve Ispanya gibi giiclii iilkeler bile bu viriisten yeteri
kadar kendini koruyamamus ve biiyiik 6l¢iide etkilenmislerdir.
Biitiin bu bilgiler 1s181nda, saglik sistemini de dikkate alarak
pandemiyi tamamen 6nlemek veya en azindan viriisiin verecegi
muhtemel zararlart minimize etmek i¢in hastaligin erken teshisi
¢ok biiyiikk 6nem arz etmektedir. Yani, en azindan siipheli
vakalarin diigiik hata ile dogru ve hizli bir sekilde tespiti
gerekmektedir [6].

Halihazirda COVID-19 tam1 ve teshisi amaciyla, gercek
zamanli bir ters transkripsiyon-polimeraz zincir reaksiyonu
(RT-PCR) teknigi yaygin olarak kullanilmaktadir. Erken
evrelerde COVID-19 tamisimt koymak igin Bilgisayarh
Tomografi (BT) ve X-1sm1 gibi gogiis radyolojik goriintiileme
yontemleri tercih edilmektedir [1]. S6z konusu hastaligin ¢ok
hizl1 yayilmast ve birgok iilkede 6liim oranlarinin artmas: etkili
bir tedavi yonteminin gelistirilmesi gerektigini ortaya
koymaktadir. Bu nedenle teshis, erken karantina ve takip dahil
olmak {izere hastaligin kontrolii zorunlu hale gelmektedir. Bu
noktada, yapay zekd, yukaridaki perspektiflere katkida
bulunabilir [7]. Ciddi bir uzman eksikligiyle, geleneksel
zatiirre(pnémoni) ile biiyiik COVID-19 benzerliklerine
sahipken, yapay zeka (Al) destekli otomatik algilama modeli,
test siiresinin 6nemli 6l¢lide azaltilmasina yonelik dnemli bir
kilometre tag1 olabilir [8]. Bu baglamda, karmagik problemlerin
¢oziimiinde etkili olan yapay zekd (Al) tabanli ¢oziimler



giindeme gelmektedir. S6z konusu ¢6ziim yontemi, COVID-19
ve benzeri hastaliklar i¢in hem daha diisiik maliyetli hem de
daha dogru bir tani-teshis-tedavi imkani sunmaktadir.
Giintimiizde, 6zellikle tibbi alanda, retina goriintiisii, gogiis
rontgeni ve beyin MRG gibi goriintii veri seti ile derin 6grenme
tekniklerini kullanarak basarili sonuglar elde edilmektedir [2,9]
Derin Ogrenme ve Makine 6grenimi teknikleri; verilerden
kaliplart ¢ikarmak, analiz etmek ve tamimak igin birgok
uygulamada kullanilmaktadir [7].

Bu caligmada, yaygin olarak kullanilan derin 6grenme
yaklagimlarmdan Evrigimli Sinir Aglari (CNN) ve Derin Sinir
Aglar1 (DNN) teknikleri ile makine 6grenmesi algoritmasi olan
KNN yontemi kullanilarak dort farkli durum (COVID-19, viral
zatiirre, bakteriyel zatiirre ve normal) igerisinden COVID-19
olan hastalarin tan1 ve tespiti amaglanmgtir. Caligmanin ikinci
boliimiinde, literatiir taramasina; tigiincii bolimiinde yontem ve
teknigin ayrintilarina, dordiincii boliimde deneysel bulgulara ve
son olarak besinci boliimde ise ¢alismadan elde edilen sonug ve
oOnerilere yer verilmistir.

2. Literatiir Taramasi

COVID-19 viriislii hasta tanisi ve teshisi amaciyla yapay zeka
teknikleri kullanilarak literatiirde bir¢ok calisma
gerceklestirilmistir. Ornegin, Oztiirk ve arkadaslar tarafindan
yapilan bir ¢alismada, derin sinir aglar1 kullanarak, X-Ray
gortintiilerinden COVID-19 tespiti yapilmistir. Radyolojik
goriintiileme ile yapay zeka teknikleri kullanilarak, COVID-19
tespiti i¢in ikili siiflandirma modeli dogru teshis yapmak igin
gelistirilmistir. Olusturulan model, ikili siniflar igin %98.08 ve
¢ok sinifli durumlar i¢in %87.02 basari elde edilmistir [1].

Togacar ve arkadaglari, derin 6grenme modelleri kullanarak
X-Ray goriintiileri tzerinde veri smiflarin1  yeniden
yapilandirmigtir. Bulanik renkler kullanarak optimizasyon ve
g0giis rontgeni gorintiileri ve istifleme yaklasimlan ile
COVID-19 tespiti igin %99.27 dogruluk oran: elde etmislerdir.
S6z konusu viriisiin tespitinde 6nerdikleri modelin etkin bir
sekilde kullanilabilecegi sonucuna varmislardir [5].

Ioannis ve arkadaglar tarafindan yapilan ¢alismada 3905
adet yedi sinifa ait X-Ray goriintiisiinden yararlanarak derin
o6grenme yonteminden CNN ile COVID-19 hastaligi tespit
edilmistir. Yedi smifin genel smiflandirma dogrulugu %
87.66'ya ve COVID-19'un saptanmasinda %99.18 Dogruluk,
%97.36 Hassasiyet ve %99.42 Ozgiilliik-Belirginlik elde
etmiglerdir. Caligma sonucunda, derin dgrenme yaklasiminin
modelin basarisinda etkili oldugunu ortaya koymuslardir [7].

Salman ve arkadaslari, yapay zekd ile COVID-19
hastaliginin algilanmasi tizerine bir calisma
gerceklestirmiglerdir.  Yaptiklar1 ¢aligmada, “kaggle” ve
“githup” kaynagindan temin edilen 260 adet X-Ray gériintiileri
veri setini olusturmustur. COVID-19, MERS, SARS, ARDS ve
Normal X-Ray goriintiilerinden yararlanilarak Evrigimli Sinir
Agina dayali model olusturulmustur. Bu model, COVID-19
viriisiiniin olup olmadigimi (saglikli veya sagliksiz) tespit
ederek, %100’lik bir dogruluk orani elde edilmistir [10].

Jaiswal ve arkadaslari tarafindan yapilan c¢alismada
COVID-19 ile enfekte hastalarin smiflandiriimast igin
DenseNet201 tabanli derin transfer 6grenmeyi kullanmislardir.
DenseNet201 tabanli derin transfer 6grenme (DTL), hastalari
COVID ile enfekte olarak siniflandirmak igin Onerilmistir.
Onerilen model, COVID-19 (pozitif) veya COVID-19 (negatif)
diye ¢ikt1 vererek, %97 dogruluk orani ile DenseNet201 tabanli
CNN'nin 6nemli o6lgiide performans gosterdigini ortaya
¢ikarmugtir [11].

Rahimzadeh ve arkadaslar tarafindan Iran’da yapilan
COVID-19’u tespit edilmesi lizerine yapilan ¢aligmada, 48260
CT (tomografi) tarama goriintiisii igeren yeni bir veri seti
kullanilmigtir. ImageNet veri kiimesi {izerinde egitilmis olan 50
katmanli bir ag olan ResNet50V2 ile goriintli siniflandirma ile
CT taramasida %98.49 dogruluk elde edilmistir [12].

Nour ve arkadaslari, COVID-19 enfeksiyonun tespiti i¢in
yaptiklar1 calismada, X-ray goriintiilerinden faydalanarak
Evrisimli Sinir Ag1 (CNN) ve Bayes optimizasyon algoritmasi
kullanmuglardir. Sonug¢ olarak, en verimli bulgular Destek
Vektor Makinesi tarafindan saglanarak, %98.97 dogruluk, %
89.39 duyarlilik, % 99.75 6zgiilliikk ve F skoru ile siiflandirict
ise %96.72 olarak etmiglerdir. Boylece, COVID-19 i¢in ucuz,
hizli ve giivenilir bir yapay zeka uygulamasi saglanmigtir [13].

Pathak ve arkadaglari tarafindan yapilan c¢alismada,
bilgisayarli tomografi  goriintiilerinden  derin  transfer
ogrenmeye dayali COVID-19 tespiti yapilmustir. Onerilen
model, sirasiyla %96.22 ve %93.01'a varan egitim ve test
dogrulugu saglamistir. Bu saglanan sonuglarla 6nerilen modelin
COVID-19 test Kkitlerine alternatif olarak kullanilabilecegi
ortaya ¢ikmustir [14].

3. Materyal ve Yontem

Bu boliimde, ¢alisma siirecinde Onerilen modelin  ve
gergeklestirilen adimlarin  tim  aynintilart  sunulmustur.
Oncelikle galismada kullanilan derin 6grenme yontemleri ve
makine Ggrenmesi algoritmasindan kisaca bahsedilmis, daha
sonra veri setinin elde edilmesi, giiriiltiiden arindirilmasi ve
hazirlanmas1 siiregleri agiklanmig, son olarak da modelin
olusturulma siirecine yer verilmistir. Modeli olusturmak igin
Python agik kaynak yazilmi kullamilmugtir. Veri setindeki
akciger goriintiilerinin simiflandirilmasi igin caligmada CNN,
DNN ve KNN algoritmalarindan yararlanilmustir.

Bu noktada, CNN ve DNN teknikleri, derin 6grenme
yaklagimlarindandir. Derin 6grenme, birden fazla katmani
kullanarak dogrusal olmayan problemler igin ¢6ziim sunan bir
yontemdir. Genellikle goérintii smiflandirma, video analizi,
konusma tanima, bilgi erisimi, nesne tanima ve dogal dil
ogrenme gibi alanlarda kullanilmaktadir [15-18].

KNN algoritmasi ise makine 6grenmesi teknigidir. Makine
Ogrenmesi, bir problemi o probleme ait veriye gére modelleyen
algoritmalardir. Bu algoritmalar tahmin, kestirim, kiimeleme ve
smiflandirma vb. yapabilme yetenegine sahiptir [19].

3.1. CNN (Evrisimsel Sinir Aglari)

CNN, ¢ok katmanli algilayicilarin bir tiirii olup bir veya daha
fazla tamamen bagl katmandan olusur. Evrisim isleminde
temel olarak iki boyutlu veriye uygulanacak olan filtrenin x ve
y eksenine gore simetrigi alinmaktadir. Filtre goriintii {izerinde
adim uzunluguna bagli olarak gezdirilirken her adimda ¢akisan
degerler eleman, eleman ¢arpilmakta ve tiim degerlerin toplam1
¢ikis matrisinin ilgili elemani olarak kaydedilmektedir [20,21].
CNN, goriintiilleri smniflandirmak ve siniflandirirken de
isimlendirerek kiimelemek (fotograf arama) ve sahnelerde
nesne tanima yapmak igin kullanilan bir tekniktir [22].

3.2. DNN (Derin Sinir Aglari)

DNN, insan beyninin bilgi isleme ydnteminden esinlenerek
gelistirilen ve néronlardan olusturulan yapay sinir aglarinin ¢ok
katmanli durumudur. DNN, bir giris katmani ile bir ¢ikti
katmani arasinda ¢ok sayida dogrusal olmayan gizli katmana
sahip ve delta 6grenme yontemiyle her katmanin agirlig



ayarlanmaktadir. DNN, denetimli ve denetimsiz &grenme
problemlerinde kullanilmakta, dogrusal olmayan iliskileri
modelleyebilmekte ancak ogrenme siirecleri ¢ok yavag
gergeklesmektedir. Bununla birlikte, genel olarak siniflandirma
ve regresyon amactyla kullanilmakta ve yiiksek performansta
sonuglar elde edilebilmektedir [18,23-25].

3.3. KNN (K-En Yakin Komsuluk Algoritmasr)

KNN algoritmasi, uygulamasi kolay gozetimli &grenme
algoritmalarindandir. Hem siniflandirma hem de regresyon
problemlerinin  ¢dziimiinde kullaniliyor olmakla birlikte
endiistride cogunlukla siniflandirma problemlerinin ¢ziimiinde
kullanilmaktadir. KNN, komsular arasindaki uzakliklari
hesaplar, en yakin komsular1 bularak verileri siniflara gére
etiketlendirir. KNN, eski, basit ve giiriiltiilii egitim verilerine
kars1 direngli olmasi sebebiyle en popiiler makine dgrenme
algoritmalarindan biridir. Fakat bunun yaninda dezavantaji da
mevcuttur. Ornegin, uzaklik hesabi yaparken biitiin durumlar
sakladigindan, biiyiik veriler i¢in kullanildiginda ¢ok sayida
bellek alanina gereksinim duymaktadir. Smiflandirmada temel
amag, nesnelerin sahip oldugu 6zelliklere bakilarak nesnelerin
hangi sinifa ait oldugunun belirlenme iglemidir [26].

3.4. Verilerin Elde Edilmesi ve Hazirlanmasi

COVID19 tespiti i¢in herkese acgik platform olan
“https://www.kaggle.com/” web adresinden giincel ve gergek
veriler (X-Ray goriintiileri) alinmigtir. COVID-19'un X-1gm1
(PA-CXR) goriintiilerinden elde edilen bu veri seti bakteriyel
zatiirre, viral zatiirre, COVID-19 (enfekte olmus, dogrulanmig
vakalar) ve normal olmak tizere dort kategoriden olugmaktadir.
Modeli olusturmak igin toplam 14.446 adet veri kullanilmistir.
Tablo 1°de kategori adi, egitim ve teste girecek veri sayilari
bagliklariyla tiim verilere yer verilmistir.

Tablo 1: Kategoriler ve veri sayilart

S - Egitim | Test
ol Kategori Ad1 (%85) | (%15)

1 BacterialPneumonia 5116 904 6020
2 COVID19 660 116 776

Toplam

Veri Seti

RS

| Bakteriyel Zatiirre-6020 adet

ST )
w

[ COVID-19-776 adet
]
AT

| Viral Zatiirve-1345 adet

BARARARAR AL D

J
F

Fgitim

Devir Sayisi: 10
Yigw Hacmi: 30 —

Ogrenme Orany: 0.001

N/

S,ill;)a Kategori Adi ](Eog; gsn)l (;I/-f 15;) Toplam
3 Normal 5360 945 6305
4 ViralPneumonia 1143 202 1345

Toplam 12279 2167 14446

Modeller olusturulmadan 6nce, veri setindeki X-Ray
goriintiileri 220x220 boyutunda yeniden Olgeklendirilmistir.
Farkli piksel oranlarindaki goriintileri standardize etmek,
bozulmay1 6nlemek ve tam bir doniisiim elde etmek amaciyla
gorlintiilere  200x200 piksel boyutunda siyah arka plan
eklenmistir. Diigiik kontrastli goriintiiler veya tiim torasik X-
Ray taramasinin boliimlerini igeren goriintiiler harig
tutulmugtur. Tablo 2’de, kategori bazinda ornek akciger
tomografisi goriintiileri verilmistir.

Tablo 2: Kategorilerine gore akciger tomografisi goriintiileri

\Fi

Bakterlyel Zatiirre

ey v

Viral Zatiirre COVID-19

3.5. Modellerin Olusturulmasi
3.5.1. CNN Modeli

Veriler giiriiltiiden arindirildiktan sonra modeli olusturmak
amaciyla oncelikle egitim siirecine dahil edilmistir. Sekil 1’deki
gibi kategorilerin isimleri yazilarak akciger goriintiileri 4 adet
sinifa ait klasorler olugturulmus ve egitim iglemi baglatilmistir.
Egitim siirecinde devir sayis1 (Epoch)=10, Y1gin hacmi (Batch
size) =30 ve Ogrenme orami (Learing Rate) =0.001 olarak
belirlenmigtir.

Normal

Bakteriyel I

Laliirre

COVID-19

Viral Zatiicre

Sekil 1: CNN modelinde verilerin etiketlenmesi ve egitilmesi siireci

Bu siireg, Python 3.7 siiriimiiniin derin égrenme kiitiiphanesi
olan Keras iizerinden gerceklestirilmektedir. Katmanlar
tizerinde optimizasyon fonksiyonlar1 (Adam, Adadelta,
Adamax ve SGD), aktivasyon fonksiyonu (Relu, Softmax) ve
ndron sayilarinin  kombinasyonlari kullanilarak modeller
olusturulmustur. Sistemin genel algoritmasina gére 6ncelikle
X-Ray goriintiileri alinmakta, 6nislemlerden gegmektedir. Daha

sonra, bu goriintiilerden X-Ray goriintii olup olmadigi 6nceden
egitilmekte ve veritabanindaki goriintiilerle karsilastirilarak
belirlenmektedir. Devaminda ise CNN algoritmasi kullanilarak
smiflandirma yapilmakta ve sonug olarak tespit edilen X-Ray
gOrlintiisiiniin  etiketi belirlenmektedir. Sekil 2’de, X-Ray
goriintiilerin  6zellikleri ¢ikarilirken siniflandirma asamalart
biyobelirteglere gore etiketleme islemi goriilmektedir.
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Sekil 2: Sistemin 6zellik ¢ikarma islemi

3.5.2. DNN Modeli

Derin sinir agina gelen veriler; giris, gizli ve ¢ikis olmak tizere

¢ katmandan gecerek siniflandirma yapilmakta ve akciger
tespit

tomografisi  gorlintiisiiniin ~ COVID-19  oldugu
edilmektedir. Sekil 3’te, derin sinir ag1 mimarisi verilmistir.
Egitim Verisi Yeni Veri Tahmin
=
DX LR -
4 . '.‘-} %=ﬁ :h . ) o * Covid-19
an akeriyel Zatire
" E.“ Viral Zuiirre
g _ I
: Covid-19
|
Veri Girigi Girls Katmani I 7 ik Katmam Veri Cilagt

|
Gizli Katmanlar /

o

Sekil 3: DNN modeli ve smiflandirma

3.5.3. KNN Modeli

KNN algoritmasinda, yeni gelen akciger verisine gore 6nce
uzakliklar1 hesaplama islemi yapilmaktadir. Daha sonra en
yakin komsular1 bularak model uygulanmakta ve verinin
COVID-19 olup olmadig: siniflandiriimaktadir.

Tablo 3: Optimizasyon fonksiyonlarinin etkisi

Devir Sayisi: 10 Katman Sayisi:5 Yigi Hacmi:30
Egitim Test
Optimiz_asyon Esitim Test
Fonksiyon Kaywp Doggulama Kaywp Dogrulama
Araci
Adadelta 0.016 0.994 0.049 0.984
Adam 0.017 0.991 0.057 0.978
SGD 0.205 0.931 0.316 0.876
Adamax 0.033 0.986 0.108 0.960

Sekil 5’te, Adadelta optimizasyonu i¢in dogrulama ve kayip

grafigi verilmistir. Grafige gore devir degeri

10, y1igin

hacmi=30 alinarak, egitim oran1 %99, test orani ise %98 olarak

elde edilmistir.

Adadelta Optimizasyon Fonkstyom Dogrufuk

Adadelta Optimizasyon Fonkstyonu Kayip

100

035

0s0

(1]

y1p

ka

080 ﬂ
o5

omq |

- \

Kavip

Sekil 5: Adadelta igin dogruluk ve kayip grafigi

Normal “ ‘ ‘
- Bakteriyel Zattirre

|
Yeni Veri Viral Zatiirre
k=]
Covid-19

Xi

Sekil 4: X-Ray goriintiilerine gore KNN modeli
4. Deneysel Sonuglar ve Tartisma

4.1. CNN modelinden elde edilen sonugclar

Bu bélimde, 4 farkli kategoriye ait smiflandirmanin
karsilastirilmas: yapilmistir. Keras kiitiiphanesi kullanilarak
elde edilen sonuglari toplam degil, son devir sayis1 baz
alinmustir.  Katmanlarda (cikis  harig) relu fonksiyonu
kullanilmigtir.

Sekil 6’da, Adam optimizasyonu i¢in dogrulama ve kayip
grafigi verilmistir. Grafige gore, egitim oran1 %99, test orani
%97 olarak elde edilmistir.

Adam Optimizasyon Forksiyons Doruluk Adam Optimizasyon Fonksiyonu Kayip
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Sekil 6: Adam i¢in dogruluk ve kayip grafigi



Sekil 7°de, Adamax optimizasyonu igin dogrulama ve kayip
grafigi verilmistir. Grafige gore, egitim oran1 %98, test orani
%96 olarak elde edilmistir.

Adama Optiunizasyon Fonksiyony Dogruluk Adamax Optimizasyon Fonksivonu Kayp
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Sekil 7: Adamax i¢in dogrulama ve kayip grafigi

Sekil 8’de SGD optimizasyonu i¢in dogruluk ve kayip grafigi
verilmistir. Grafige gore, egitim oram1 %93, test oran: %86

olarak elde edilmistir.
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Sekil 8: SGD i¢in dogrulama ve kayip grafigi

CNN tekniginde, tiim fonksiyonlardan elde edilen sonuglarin
karsilastirilmasini gosteren grafige Sekil 9'da yer verilmistir.
Grafige gore en iyi sonuglar; egitim oran1 %99, test oran1 %98
ve kayip orani egitim 0,016 ve test i¢in 0,049 olmak iizere
“Adadelta Optimizasyon Fonksiyonu™ ile elde edilmistir. En
diigiik oranlar ise, %93’lik egitim ve %87 test oranlar1 olmak
tizere “SGD Optimizasyon Fonksiyonu” ile elde edilmistir.
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Sekil 9: Optimizasyon fonksiyonlarinin performans grafigi
Tiim bu testlerden sonra, X-ray goriintiilerine siniflandirma ile

etiketleme islemi gergeklestirilmis (Sekil 10) ve her bir modelin
performans sonuglari elde edilmistir.

Sekil 10: Smiflandirma ve etiketleme islemleri

4.2. DNN modelinden elde edilen sonuglar

X-Ray goriintiilerine ait 4 kategoride egitim ve test iglemi
yapilmigtir. Derin 6grenme yontemlerinden derin sinir agi
(DNN) modelinde veri seti, %85 egitim ve %15 test oranlar
olarak iki gruba ayrilmustir. Siniflara gére test bagarim orani ve
dogruluk oran1 Tablo 4’te goriilmektedir. En yiiksek test basari
orant COVID-19 sinifinda olup %98,3’liik bir orana sahiptir.

Tablo 4: DNN yontemi basari oranlart

: 8 |
E 7 T | 5| €% | 8%
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a OoT [a]

PrOmoMt | 936w | 739 | 821% | 924% | 99.2%

Promoni | g1 500 | 79496 | 85.0% | 937% | 94.9%

-Bakteri

COIQD' 98.3% | 50.0% | 66.3% | 87.6% | 98.9%

Normal | 94.8% | 86.7% | 90.5% | 97.5% | 98.0%
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Sekil 11: DNN algoritmasina gore 6rnek bir siniflandirma islemi



Sekil 11°de, test i¢in verilen 6rnek bir akciger tomografisinin
DNN yontemine gore %97.12°lik bir oranla COVID-19 olarak
etiketlemistir. Ayrica siniflandirmada puan esigini en fazla
gegen simif hangisi olursa test verisinin smiflandirmast da o
etiket olmaktadir.

4.3. KNN modelinden elde edilen sonuglar

KNN modeli i¢in tiim X-Ray goriintiileri; %85 oraninda ise
egitim verisi, %15 oraninda ise test verisi olmak iizere iki gruba
ayrilmistir. X-Ray goriintiilerine ait 4 kategoride egitim islemi
yapilmugtir. Siniflara gore kullanilan veri sayist ve dogruluk
yiizdeleri Tablo 5’te verilmistir. Tablo 5’e gore; Normal %98,
Bakteri %97, Viral %96 ve COVID-19 %97 seklinde basari
oranlari elde edilmistir.

Tablo 5: Kategorilerine gore dogruluk oranlari ve veri sayisi

Kategori Dogruluk Ornek Sayisi
Normal % 98 946
Bakteri % 97 903

Viral % 96 202

COVID19 % 97 117

Sekil 12°de, KNN algoritmasima gore tiim siniflarin egitim ve
test asamasindaki dogruluk ve kayip grafigi verilmistir. Grafige
gore egitim igin %99, test i¢in ise %97’lik basar1 oranlari elde
edilmistir. Donem bagina kayip olarak da egitim verilerinde
%0,8 test verisinde ise %8,8 orani ¢ikmustir.
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Sekil 12: KNN’e gore dogruluk ve devir basia kayip grafigi

4.4, Bulgularin Karsilastirilmasi

Caligsmadan elde edilen bulgular incelendiginde (Tablo 6), tani-
teshis anlaminda en yiiksek performansin derin 6grenme
algoritmalarindan CNN ile elde edildigi goriilmektedir. Bu
noktada, en yiiksek egitim orani KNN olsa da burada 6nemli
olan egitim oraniyla birlikte test oranin da yiiksek olmasidir.
Tablo 6’ya gore bu durum CNN teknigi ile elde edilmistir.

Tablo 6: Algoritma sonuglarinin kargilastirilmasi

- Egitim Test

S;‘l;a Eﬁ)l/?)m Kayip -(I:;;S)t Kayip Algoritma
(%) (%)
1 99,56 160 | 9890 | 490 CNN (Evrisimli

Sinir Ag1)

2 | @370 630 | 9340 | 6,60 DNN (Derin Sinir

Ag1)

KNN (K-En

3 99,74 080 | 9755 | 880 Yl Komahi)

Son olarak, 6nerilen CNN, DNN ve KNN modelleri ile ger¢ek
veriler  kullanilarak 20  (yirmi) adet farkli test
gerceklestirilmistir. Bu testlerden elde edilen deneysel sonuglar
Tablo 7°de verilmistir.

Tablo 7: Modellerden elde edilen deneysel sonuglar

Hata Hata Hata

No CNN (CNN) DNN (DNN) KNN (KNN)
1 99,57 | 0,43 | 96,40 | 3,60 | 99,09 | 091
2 99,12 | 0,88 [ 91,41 | 859 |99,00 | 1,00
3 98,67 | 1,33 90,14 | 9,86 | 96,70 | 3,30
4 99,34 | 0,66 | 86,60 | 13,40 | 98,50 | 1,50
5 98,26 | 1,74 | 91,15 | 8,85 |99,30 | 0,70
6 99,10 | 0,90 [ 91,9 | 8,04 | 89,43 | 10,57
7 99,70 | 0,30 | 81,60 | 18,40 | 9546 | 4,54
8 95,40 | 4,60 | 81,60 | 18,40 | 46,16 | 53,84
9 98,67 | 1,33 |90,40 | 9,60 | 96,23 | 3,77
10 99,35 | 0,65 | 96,60 | 3,40 | 99,08 | 0,92
11 98,55 | 1,45 | 96,47 | 353 |98,19 | 181
12 94,29 | 571 |8580 | 14,20 | 85,70 | 14,30
13 96,95 | 3,05 | 8504 | 14,96 | 99,39 | 0,61
14 99,50 | 0,50 |91,9 | 8,04 |99,37 | 0,63
15 99,18 | 0,82 | 9501 | 499 |9893 | 1,07
16 99,20 | 0,80 | 89,96 | 10,04 | 95,72 | 4,28
17 98,27 | 1,73 | 94,67 | 533 | 96,60 | 3,40
18 96,78 | 3,22 [9233 | 7,67 | 71,98 | 28,02
19 99,90 | 0,10 | 84,80 | 15,20 | 97,78 | 2,22
20 98,23 | 1,77 | 93,57 | 6,43 | 71,90 | 28,10
ORTALAMA | 9840 | 159 | 90,37 | 962 |91,72 | 8,27

Deneysel sonuglara gore (Tablo 7), en iyi performans ve en
diisiik hata oran1 CNN teknigi ile elde edilmistir.

5. Sonuc ve Oneriler

COVID-19 pandemisinin tiim diinyaya hizla yayilmasi ve
insanlar iizerindeki olumsuz etkileri, konunun ayrintili bir
sekilde irdelenmesi gerektigini ve pozitif vakalarin erken
evrelerde tespit edilerek hizli ve dogru miidahalenin
yapilmasimi agik¢a ortaya koymaktadir. Bu baglamda
calismada, derin 6grenme (CNN, DNN) ve makine 6grenmesi
(KNN) yontemleri kullanilarak bir model Onerilmigtir. Soz
konusu model ile farkli akciger tomografisi goriintiileri
icerisinden COVID-19 olan hastalarin tani ve tespiti
gerceklestirilmistir. Sonuglar, CNN tekniginin DNN ve KNN
yontemlerine gore daha yiiksek performans degerlerine sahip
oldugunu gostermistir. Ayrica, modelin performansi Veri
sayisiyla dogru orantilidir. Daha fazla verinin kullanilmasi
performans {iizerinde olumlu etkiye sahiptir. Elde edilen
bulgular, dnerilen CNN modelinin hibrit yaklagimlarla biraz
daha gelistirilerek saglik sisteminde rahatlikla
kullanilabilecegini ortaya koymaktadir.

Caligmanin bir sonraki asamasinda, daha yiiksek basari
oranlar1 elde etmek igin farkli algoritma veya teknikler de
kullanilabilir. Ayrica, c¢aligmanmn konusu saglik olmasi
nedeniyle bu alandaki uzmanlarin da gorisleri alinarak elde
edilen sonuglar hakkinda daha dogru yorumlar alinabilir. Sonug
olarak, onerilen modelin kisa siirede, diisiik hata orani ile ve
minimum maliyetle tan1 veya tespit yapabilmesi, yapay zeka
tekniklerinin saghk alaninda kullanilma potansiyelini ortaya
koymaktadir.
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